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1. 緒   言 

量子コンピュータの実用化が目前に迫り，量子コンピ

ュータの効率的な計算能力を使って，時間短縮ができる

ような応用問題の調査研究が進められている。特に量子

コンピュータでは機械学習のように多数のデータを単純

に並列処理するような分野の応用に適しているとされて

いる。ボルツマンマシン 1,2)は量子状態のスピンを模した

機械学習法であり，量子コンピュータとの親和性が他の

機械学習と比較して高いことが期待されている。ボルツ

マンマシンを量子コンピュータに実装できれば，高速に

大規模な機械学習が可能となる。 

また，現在の多くの生成 AIが尤度関数から新しいデー

タ生成が行われるように，ボルツマンマシンも，確率分

布に基づく機械学習であり，量子エネルギー値の最尤度

パラメータを学習により求める。よって，ボルツマンマ

シンも生成 AIの一種であり，異常検知や次元数削減によ

る特徴抽出への応用が可能であると考えられる。今後の

生成 AI において一定の基盤技術になることが予想され

る。 

これまでの報告では，オートエンコーダ(Auto Encoder)
にカルバックライブラーダイバージェンスによる最尤度

関数を学習に用いることによって，オートエンコーダの

汎化能力が向上することを示した 3)。また，畳み込みニ

ューラルネットワークと最尤度関数によるオートエンコ

ーダ組み合わせ，2 次元データの汎化能力について報告

を行った 4)。更にオートエンコーダにより生成される潜

在変数の自動クラスタリングについても報告を行った 5)。 

本報告では，オートエンコーダと同様にボルツマンマ

シンの汎化能力による異常データの修正能力について報

告する。モデルは，可視ノードが 2 値や連続値，潜在ノ

ードが 2 値や連続値のものについて，また，パラメータ

の計算についても 3種類の方法について検討を行った。 

 

2.生成モデルの概要 

2.1 生成モデルとボルツマンマシン 

現在，異常検知に利用可能な深層学習による生成モデ

ルには，オートエンコーダや敵対的生成ネットワーク

(Generative Adversarial Networks：GAN)などが提案されて

いる。これらのモデルの学習では実際のデータを直接学

習データに用いて損失計算が行われる。一方，ボルツマ

ンマシンは，学習データが取り得る確率分布を学習する

生成モデルである。すなわち，このようなモデルでは，

学習データが取り得る確率的な領域を求めることができ

るため，学習データの近傍データからも，学習データに

近い典型的なデータ復元が可能と考えられる。 

2.2 ボルツマンマシン 

従来のニューラルネットワークは，入力から出力への

一方向データの流れを持つモデルで表されるが，ボルツ

マンマシンは，図 1のように各ノードが双方向に結合し

た構造を持つ相互結合モデルである。それぞれのノード
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図 1 相互結合のボルツマンマシン 
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は 0 または１のバイナリー値を持つ。ここで，各ノード

状態𝒙 = (𝑥!, 𝑥", ⋯𝑥#⋯)のボルツマンマシンが取り得る確

率分布𝑝(𝑥|𝜃)を，𝜃をパラーメータとして次式のように表

す。 

 

𝑝(𝑥|𝜃) =
1

𝑍(𝜃) exp
[−Φ(𝑥, 𝜃)] (1) 

∵ 𝑍(𝜃) =5exp[−Φ(𝑥, 𝜃)]
$

 

 

ここでΦ(𝑥, 𝜃)はボルツマンマシンのエネルギー関数 

  

Φ(𝑥, 𝜃) = −5𝑏#
#

𝑥# −5𝑤#%𝑥#𝑥%
#,%

(2) 

 

と定義する。𝑏#はノードのバイアス，𝑤#%はノード間の重

みを表す。ボルツマンマシンの学習は，取り得るノード

状態に対して，パラメータ𝜃（ここでは𝑏# , 𝑤#%）により，

発生する確率分布𝑝(𝑥|𝜃)を真の確率分布𝑝(𝑥)に近づける

ことを意味する。パラメータ𝜃に対する尤度関数を𝐿(𝜃)と
すると，𝐿(𝜃)は  

 

𝐿(𝜃) =:𝑝(𝑥'|𝜃)
(

')!

(3) 

 

により与えられる。ここでは，尤度関数𝐿(𝜃)を対数化す

ることにより確率分布関数の乗算から積算演算に変換す

る。 

 

log𝐿(𝜃) = 5 log[𝑝(𝑥'|𝜃)]
(

')!

=5 -Φ(𝑥',𝜃)-log[𝑍(𝜃)]
(

')!

(4)

 

 

パラメータ𝜃に対する尤度関数の勾配計算は 

 

log𝐿(𝜃)
𝜕𝑏#

=5𝑥#'
(

')!

−𝑁𝐸*(𝑥#)

log𝐿(𝜃)
𝜕𝑤#%

=5𝑥#'
(

')!

𝑥%' −𝑁𝐸*D𝑥#𝑥%E (5)

 

∵ 𝐸+,𝑥-𝜃.𝑓(𝑥) =5𝑓(𝑥)𝑝(𝑥|𝜃) 

 

となる。ここで𝐸(∙)は期待値を表す。ボルツマンマシンで

は，(5)式が 0の値の時，尤度関数を最大とする極大値を

とる。 

2.3 制約ボルツマンマシン 

図 2 に隠れ層を持つ制約ボルツマンマシンを示す。制

約ボルツマンマシンでは，図１の状態が与えられた可視

ノードに潜在ノードを加えて構成されており，オートエ

ンコーダと同様に，隠れ層からなる潜在ノードに可視デ

ータの特徴を写像することができる。制約ボルツマンマ

シンのエネルギー関数も（2）式と同じように次式により

与えられる。 

 

Φ(𝑥, ℎ, 𝜃) = −5𝑏#
#

𝑥# −5𝑎%
%

ℎ% −5𝑤#%𝑥#ℎ%
#,%

(6) 

𝑝(𝑥, ℎ|𝜃) =
1

𝑍(𝜃) exp
[−Φ(𝑥, ℎ, 𝜃)] (7) 

 

(6),(7)式より，𝑥, 𝜃に対する潜在ノードℎの確率分布を

𝑝(ℎ|𝑥, 𝜃)とすると 

	

𝑝(ℎ|𝑥, 𝜃) =
𝑝(𝑥, ℎ|𝜃)
∑ 𝑝(𝑥, ℎ|𝜃)/

=
expOℎ%D𝑎% +∑ 𝑤#%# 𝑥#EQ
1 + expD𝑎% + ∑ 𝑤#%# 𝑥#E

(8)
	

 

で表され，ℎ = 1の確率分布は 

 

𝑝(ℎ = 1|𝑥, 𝜃) =
expD𝑎% +∑ 𝑤#%# 𝑥#E

1 + expD𝑎% +∑ 𝑤#%# 𝑥#E

= sigmoidW𝑎% +5 𝑤#%
#

𝑥#X (9)
 

 

となる。同様に𝑥 = 1の場合における可視ノードの確率分

布は以下の式で与えられる。 

 

𝑝(𝑥 = 1|ℎ, 𝜃) = sigmoidZ𝑏# +5 𝑤#%
%

ℎ%[ (10) 

 

 

図 2 隠れ層を持つボルツマンマシン 
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従って，2値の値からなる制約ボルツマンマシンの各ノー

ドが１の値を取る確率は（9）,（10）式により与えられ

る。この時，パラメータ𝜃の尤度関数𝐿(𝜃)は(3),(4)式よ

り 

 

log𝐿(𝜃) = 5-Φ(𝑥',ℎ, 𝜃)-log[𝑍(𝜃)]
(

')!

(11) 

 

と表され，パラメータ𝜃に対する勾配は 

 

1
𝑁
log𝐿(𝜃)
𝜕𝑤#%

=
1
𝑁5𝑥#'𝑝Dℎ%' = 1]𝑥'E −

(

')!

5𝑥#ℎ%𝑝(𝒙, 𝒉|𝜃)
𝒙,𝒉

(12) 

1
𝑁
log𝐿(𝜃)
𝜕𝑏#

=
1
𝑁5𝑥#'

(

')!

−5𝑥#𝑝(𝒙, 𝒉|𝜃)
𝒙,𝒉

(13) 

1
𝑁
log𝐿(𝜃)
𝜕𝑎%

=
1
𝑁5𝑝Dℎ%' = 1]𝑥'E

(

')!

−5ℎ%𝑝(𝒙, 𝒉|𝜃)
𝒙,𝒉

(14) 

 

となる。(12),(13),(14)式より制約ボルツマンマシンに

おいても，尤度関数を最大とする極大値を求めることが

できる。 

2.4 コントラスティブダイバージェンス 

コントラスティブズダイバージェンス(contrastive di-

vergence)を用いた近似計算により(12),(13),(14)式の

第 2項の計算量の削減が可能である。今，図 3 に示すよ

うに可視データ𝒙を入力𝑥(3) = 𝒙とし可視ノードから潜在

ノードへデータ伝搬させ，さらに潜在ノードから可視ノ

ード伝搬させる場合を考える。まず伝搬した潜在ノード

の値は（9）式より確率分布𝑝(3)Dℎ = 1]𝑥(3), 𝜃Eを求め，分

布からランダムサンプリングによりℎ(3)を決定する。次に

ℎ(3)を可視ノードへと伝搬させ（10）式より確率分布

𝑝(!)D𝑥 = 1]ℎ(3), 𝜃Eから𝑥(!)の2値をサンプリングにより求

める。これを，次のように繰り返し行う。 

 

𝑥(3) → ℎ(3) → 𝑥(!) → ℎ(!)⋯𝑥(5) → ℎ(5) (15) 
 

これにより得られた近似値𝑥(5)𝑝(5)を(12),(13),(14)式の

第 2項として利用することが可能である。近似値により

尤度関数を最大にするためのパラメータの更新は次式の

ように整理でき，ノード数が多い場合でも計算が可能と

なる。 

 

∇𝑤#% = ℇb〈𝑥#
(3)𝑝%

(3)〉 − 〈𝑥#
(5)𝑝%

(5)〉e

∇𝑏# = ℇb〈𝑥#
(3)〉 − 〈𝑥#

(5)〉e

∇𝑎% = ℇb〈𝑝%
(3)〉 − 〈𝑝%

(5)〉e

(16) 

 

ここで〈∙〉は平均値を表す。ℇは更新係数を表す。 

2.5 ガウシアンベルヌーイ制約ボルツマンマシン 

これまでのボルツマンマシンでは，可視ノードの取り得

る値は，0,１の 2 値に限定された。しかし，2 値での応

用は限られてしまうため，ここでは，可視ノードが連続

値となる場合を考える。可視ノードのデータがガウス分

布に従うと仮定すると，このボルツマンマシンのエネル

ギー関数は次式で与えられる。 

 

Φ(𝑥, ℎ, 𝜃) =5
(𝑥# − 𝑏#)"

2𝜎#"#

−5𝑎%
%

ℎ% −5𝑤#%
𝑥#
𝜎#
	ℎ%

#,%

(17) 

 

𝜎は可視ノードデータの標準偏差を示す。潜在ノード hに
対応した可視ノードの確率分布は 
 

𝑝(𝑥# = 𝑥|𝒉) = 𝑁 Z𝑥|𝑏# +5 𝑤#%
%

ℎ% , 𝜎"[ (18) 

 
で与えられる。𝑁(∙ |𝜇, 𝜎")は平均𝜇，標準偏差𝜎の正規分布

によるサンプリングを表す。可視ノードのデータを標準

偏差１に正規化し，コントラスティブダイバージェンス

を行った場合，尤度関数を最大にするためのパラメータ

の更新は 2 値のボルツマンマシンと同様に(16)式により

与えられる。 

2.6 エネルギー関数による学習 

ボルツマンマシンの計算はそのエネルギーが最大となる

パラメータを求めることにある。これまでの計算は，各

ノードの値と，それを接続する重みのマトリックス演算

により計算可能である。ところが，コントラスティブダ

イバージェンスはニューラルネットワークの構造となっ

ており，（17）式のエネルギー関数の差を損失関数とし

たニューラルネットワークによる最適化も可能である。 

 

loss = Φ(3) −Φ(5) (19) 
 

また，(17)式は(20)式のように変形出来るため，コント

ラスティブダイバージェンスの反復時はニューラルネッ

 
図３ コントラスティブダイバージェンス 
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トワークの勾配保持を行わず，𝑥(3)と得られた𝑥(5)の値の

みを用いたエネルギーの損失関数の計算時に，勾配計算

を行うことが出来る 6)。 

 

Φ(𝑥, 𝜃) =5
(𝑥# − 𝑏#)"

2𝜎#"#

−5𝑠𝑜𝑓𝑡𝑝𝑙𝑢𝑠 W𝑤#%
𝑥#
𝜎#
+ 𝑎%X

#,%

(20) 

 

2.7 カルバックライブラーダイバージェンス関数

による学習 

2つの離散確率分布の差異を評価する手法としてカルバ

ックライブラーダイバージェンス (Kullback-Leibler 
divergence)がある。離散確率分布𝑃,𝑄が与えられた場合，

カルバックライブラーダイバージェンス𝐷67は 

 

𝐷67(𝑃 ∥ 𝑄) =5𝑃(𝑖)log
𝑃(𝑖)
𝑄(𝑖)

#

(21) 

 

により求められる。ボルツマンマシンの学習は可視ノー

ドの実データの確率分布とコントラスティブダイバージ

ェンスにより得られた確率分布を一致させることに他な

らない。従って，これらの確率分布の𝐷67をニューラルネ

ットワークの損失関数と定義する。 

 

loss = 𝐷67O𝑝D𝑥(3)E ∥ 𝑝D𝑥(5)EQ (22) 
 

この方法では，コントラスティブズダイバージェンスの

反復時に，ニューラルネットワークの勾配を保持するこ

とによって，ボルツマンマシンの最適パラメータが可視

ノードの値のみから得ることが可能となる。このことは，

潜在のノードに連続値を用いるなどの任意の計算方法に，

簡単に拡張できることを意味する。 

3. ボルツマンマシンの実装 

3.1 学習用 1次元データ 

MNIST：Modified National Institute of Standards and Tech-
nology7）のデータベースによる手書き数字を用いてボルツ

マンマシンを学習した。手書き数字は 2次元の 28☓28 画

素から成るグレースケールの画像データで構成されてい

る。まず，ボルツマンマシンでの可視ノードに対応する

ためグレースケールの画像データの 2 値化を行った後， 

1 次元データに展開し 728 点の学習データとした。フレ

ームワークには PyTorch を用いて実装を行った。 

3.2 2 値制約ボルツマンマシン 

各種ボルツマンマシンを比較するため，単純なマトリ

ックス演算により計算可能なものについても，できる限

り図４に示すような同じニューラルネットワークの構

造を用いて実装を行った。まず，コントラスティブダイ

バージェンスの部分については，オートエンコーダに似

た構造を用いた。可視ノードから潜在ノードへの伝搬を

エンコーダとし，潜在ノードから可視ノードへの伝搬を

デコーダとして記述した。両方のネットワークで共通の

重みを用いるため，エンコーダの重みの値をデコーダの

重みにコピーする構造とした。 

 

各層のバイアス数は可視ノード数，潜在ノード数のそれ

に対応するように一致させた。 

 

このボルツマンマシンでは，ニューラルネットワークに

より構成されたコントラスティブダイバージェンスに 2

値化済みの MNIST のデータを与えることより，(16)式

の更新データが得られる。得られた更新値から学習係数

epsに従って徐々に学習が行われる。このモデルでは，

ニューラルネットワークの勾配計算による学習や最適化

はなどの手法は用いない。 

 

図４ ボルツマンマシンの構造 
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3.3 ガウシアンベルヌーイ制約ボルツマンマシン 

２値制約ボルツマンマシンからガウシアンベルヌーイ

制約ボルツマンマシンへの拡張は比較的簡単に可能であ

る。ガウシアンベルヌーイ制約ボルツマンマシンでは，

２値制約ボルツマンマシンのデコーダ部分のシグモイド

関数とベルヌーイ関数をガウシアン関数(Normal(μ,
σ))からのランダムサンプリングに置き換えれば良い。 

 

可視ノードへの入力である MNISTはグレースケール値を

そのまま利用可能であるが，（16）式を用いるには，あ

らかじめそれぞれの画像の同じ位置の画素値を標準偏差

１に規格化する必要がある。また，規格化によりガウシ

アン関数の標準偏差にはσ=１を定数として設定する。 

以上により可視ノードが連続値のデータに対する学習に

ついても，(16)式の更新データから学習係数 epsに従っ

た更新により可能となる。 

3.4 エネルギー関数による学習 

（20）式より，可視ノードの値が与えられた場合のガウ

シアンベルヌーイ制約ボルツマンマシンのエネルギーは

以下のように計算でき，可視ノードから値をニューラル

ネットワークの重みに一度伝搬させるのみで勾配保持・

計算を行う。従って，潜在ノードの値は学習に用いない。 

 

学習は，コントラスティブズダイバージェンス処理前後

の可視ノードから求めたエネルギー値の差から損失計算

が行われ，ニューラルネットワークによる重みとバイア

ス値の最適化が行われる。 

 

3.5 カルバックライブラーダイバージェンス関数に

よる学習 

カルバックライブラーダイバージェンスを使ったボルツ

マンマシンでは，可視ノードの確率分布のみを使い学習

を行う。学習には損失関数にカルバックライブラーダイ

バージェンス関数を用い，コントラスティブダイバージ

ェンス処理前後の可視ノードの確率分布を損失関数に入

力する。 

従って，これまでのボルツマンマシンとは異なり，学習

は，コントラスティブダイバージェンスを実行するニュ

ーラルネットワークの伝搬時に勾配を計算し損失関数に

応じた最適化を行う必要がある。ここで，ニューラルネ

ットワークにはガウシアン分布関数によるサンプリング

時に勾配計算が途切れないよう rsample( )を用いた。 

 
また，可視ノードの初期データによる確率分布について

は，事前計算を行い，損失関数に入力する。 

 

カルバックライブラーダイバージェンスによる学習では，

可視ノードの確率分布のみから学習が行われるため，エ

ンコーダ部分についてもガウスサンプリングを用いた連

続値に変更した場合でも追加の計算は不要であり，これ

までと同様の計算が可能である。また，任意の非線形関

数を簡単に用いることもできる。 
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4. ボルツマンマシンの能力評価 

4.1 学習条件 

ボルツマンマシンに6万種類の手書き文字を学習させ，

その生成能力について比較検討を行った。ボルツマンマ

シンの潜在ノードは 2 値の値のみ取り得ることが可能で

あるため，オートエンコーダと比較すると各ノードの情

報量が圧倒的に少なく，入力データの特徴値を極端に低

次元化した潜在ノードへ写像することは出来ない。そこ

で各モデルの生成能力を比較するため，潜在ノード数を

500個に固定し，評価を行った。 

4.2 2 値制約ボルツマンマシンの能力 

まず，2値制約ボルツマンマシンにバイナリー化後の手書

き文字を学習させた。この時の学習係数εは 0.01 とし

400 回の学習を行った。学習終了後，図５に示す未学習

のバイナリーデータを与えた場合の，2値制約ボルツマン

からの可視ノードの出力を図 6 に示す（図 6 はグレース

ケール）。入力データと比較すると僅かな画像の劣化が

確認出来る。但し，各画像についての手書き文字が持つ

特異な部分の修正は全く行われていない。 

4.3 ガウシアンベルヌーイ制約ボルツマンマシンの

生成能力 

4.3.1 コントラスティブダイバージェンスによる学習モ

デル 

次に，応用範囲を拡大するため，グレースケールのデー

タを可視ノードに与える。学習の前処理として，ノード

毎に学習データを平均 0，標準偏差 1 に規格化した。処

理後，グレースケールの手書き 6万文字をコントラステ

ィブダイバージェンスに伝搬させ，出力値から（16）式

により直接パラーメータの更新を行った。この時，学習

係数εは 0.01とした。また，学習に必要な更新回数は過

 

図 7 未学習の入力データ 

（グレースケール） 

 

図 8 未学習データからの生成データ 

コントラスティブダイバージェンスモデル 

 

 
図 5 未学習の入力データ 

（バイナリーデータ） 

 

図 6 未学習データからの生成データ 

2値制約ボルツマンマシン 
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学習に陥る直前の 200回とした。未学習のゲレースケー

ル入力画像図７から得られた画像を図８に示す。2 値制

約ボルツマンと比較して，ガウシアンベルヌーイ制約ボ

ルツマンマシンでは，画像の劣化が著しい。特異な部分

の修正が僅かに行われているのか劣化によるものなのか

判断は出来ない。 

4.3.2 エネルギー損失関数に基づく学習モデル 

次に，ガウシアンベルヌーイ制約ボルツマンマシンの学

習を（17）式のエネルギー関数を損失関数に用いて計算

を行った。この計算では，最適関数にAdam(…)を用いた。

このモデルでは複数の学習率 lr について学習を行った結

果，標準的な値より小さな値(lr=0.0001)の設定が望まし

いと明らかとなった。学習回数は 100 回〜200 回程度で

十分であった。図９に得られた画像を示す。エネルギー

関数とニューラルネットワークによる最適化を用いたガ

ウシアンベルヌーイ制約ボルツマンマシンでは，赤丸で

囲んだ特異な部分の修正が行われている。また(16）式に

より直接パラーメータの更新を行ったものと比較して，

画像の劣化も少ない結果となった。 

4.3.3 カルバックライブラーダイバージェンスに基づく

学習モデル 

同様にガウシアンベルヌーイ制約ボルツマンマシンの学

習に（22）式のカルバックライブラーダイバージェンス

を用いて，可視ノードの確率分布から最尤度パラメータ

の学習を行った。この時，更新パラメータの勾配計算は

カルバックライブラーダイバージェンス時のニューラル

ネットワークで行う。最適関数は Adam(…)を用いた。ガ

ウシアンベルヌーイ制約ボルツマンマシンにカルバック

ライブラーダイバージェンスを用いて得られた結果を図

10 に示す。エネルギー損失関数を用いたモデルと比較し

て画像の劣化が著しい。 

4.4 ガウシアン制約ボルツマンマシンの生成能力 

最後に潜在ノードについてもガウス分布の確率に従う

可視ノードと潜在ノードの両方が連続値を取るモデルに

ついて評価した。この実験では，潜在ノードのガウス分

布の標準偏差をσ=1 に固定している。このモデルでは，

潜在ノードが連続値を扱え，情報量が増加した効果によ

るものか，可視ノードに連続値を入力するモデルの中で

もっとも入力データに近い出力が得られた。加えて，丸

印の部分に見られるような画像ごとの特異部分について

も修正が行われている（図 11）。 

 

図 9 未学習データからの生成データ 

エネルギー損失関数モデル 

 

図 10 未学習データからの生成データ 

カルバックライブラーダイバージェンスモデル 

 

図 11 未学習データからの生成データ 

ガウシアン制約ボルツマンマシン 
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5. 結   言 

ボルツマンマシンについて，複数の実装モデルを構築し，

次の結果結果を得た。 

1. 2値制約ボルツマンマシンでは，バイナリーデータ

の学習生成能力は高い。但し，特異な部分の修正

は行われない。 

2. 2 値制約ボルツマンマシンの可視ノードをガウス

確率分布に変更したモデルでは，生成能力は低い。 

3. エネルギー関数を損失関数に用いたモデルでは，

学習生成能力は高く，特異な部分の修正が行われ

る。 

4. カルバックライブラーダイバージェンスを損失関

数に用いたガウシアンベルヌーイボルツマンマシ

ンの生成能力はエネルギー損失関数モデルほど高

くはなかった。 

5. 潜在ノードにガウス確率分布を使ったモデルでは，

生成能力も高く，特異な部分の修正も行われた。 

本報告では，可視層と潜在層からなる２層構造のボルツ

マンマシンについて評価を行った。特に各種モデル実装

のポイントに触れ，その生成能力と修正能力を明らかに

した。但し，異常検知などに用いるためには，評価に用

いた２層構造では，次元数の圧縮が十分では無く，ボル

ツマンマシンを複数重ね合わせた多層構造にするなどの

汎化能力の向上が必要である。また，カルバックライブ

ラーダイバージェンスを損失関数に用いたボルツマンマ

シンは，学習パラメータの最適化が簡単に行えるため，

応用範囲の拡大や能力向上などへの貢献が期待できる。 
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